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摘 要：针对云服务中容器弹性扩缩容过程中，在满足服务质量要求的前提下实现整体资源利

用率提升与成本降低的问题，提出了一种双向长短期记忆网络、极值理论与动态利用率算法相

结合的自适应容器弹性扩缩容优化方法 DEBI-HPA，该方法能根据负载变化动态地调整 Pod
数量，有效地估计负载超高位，并自适应地调整目标利用率，以提高服务质量和资源利用率，降

低资源成本。在负载不高时采用预测式扩缩容来应对未来可能持续增长的负载，而在负载已

经处于超高位的情况下，采用响应式的扩缩容，能在低负载情况下保证足够 Pod 数以供缓冲，

在高负载情况下大幅度提高资源利用率。本文与原生的 Kubernetes 横向扩缩容策略进行了对

比，实验结果表明：在不同负载情况下此算法可使资源利用率最高提升约 30%，节约资源成本

最高约 47%，与已有通过预测模型进行扩缩容的研究方法（ARIMA-HPA、LSTM-HPA 策

略）相比，该算法能将资源利用率提升约 18%，资源使用成本降低约 37%。本文方法仅使用常

见的预测模型也能达到比较好的扩缩容效果，降低了对预测模型效果的依赖性，为云环境下的

容器扩缩容提供了新的解决方案。
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periods to anticipate growth and reactive scaling under high loads to ensure efficient resource allocation. 
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Experimental results demonstrate that DEBI-HPA outperforms Kubernetes' native Horizontal Pod 
Autoscaler （HPA） by increasing resource utilization by up to 30% and reducing costs by up to 47%. 
Compared to other predictive scaling methods like ARIMA-HPA and LSTM-HPA， DEBI-HPA 
improves resource utilization by approximately 18% and lowers costs by about 37%. Additionally， DEBI-
HPA achieves effective scaling with common prediction models， reducing dependency on model accuracy. 
This method offers a novel and robust solution for container auto-scaling in cloud environments.
Key words：auto-scaling； extreme value theory； dynamic target utilization； adaptive algorithm； 
bidirectional LSTM

0 引  言

随着云计算与容器技术的快速发展，Kuber⁃
netes 已广泛应用于云环境的弹性扩缩容管理。

然而，原生扩缩容策略（HPA［1］、VPA［2］、MPA［3］）

多为响应式的基于阈值方法［4-6］，仅能根据当前负

载进行扩缩容，缺乏前瞻性且需人工设定目标利

用率，易导致滞后、震荡与资源浪费。为提升扩缩

容效率和灵活性，学界与工业界尝试通过动态阈

值［7，8］、闭环控制［9］、及负载预测（如  ARIMA［10］、

STL［11］、灰色预测［12］、VMD-TCN［13］、ARIMA+
NN［14］、LSTM［15］）等方法提前预测未来负载变

化，从而降低服务违约（Service level agreement， 
SLA）及资源浪费。但复杂深度预测模型的训练

周期长、资源消耗大，且在动态多变的生产环境中

难以保证模型自适应性，需频繁针对不同场景重

新训练［16-18］，不利于普通企业和用户的实际应用。

针对上述问题，本文提出了一种融合双向长短

期记忆网络（Bidirectional long short-term memo⁃
ry， BiLSTM）、极值理论（Extreme value theory， 
EVT）与动态目标利用率策略的自适应扩缩容优

化算法。该算法（EVT-BiLSTM-HPA）在负载低

时利用 BiLSTM 进行负载预测，提前扩容应对未

来增长趋势，提高服务可靠性；在负载已处于极高

水平时则采用响应式扩缩容策略，通过极值理论降

低继续大幅增长的概率，避免不必要的资源浪费。

在此基础上，本文进一步提出 DEBI-HPA
（Dynamic target utilization-EVT-BiLSTM-HPA）

算法，通过在负载低谷期下调目标利用率，使系统

在负载上升前就已拥有足够资源，从而减少 SLA
违约率；在负载高峰时提升目标利用率，提高整体

资源利用率和成本效益。

本研究在 Kubernetes 平台上进行了实验验

证。与原生 HPA 及常见优化方法相比，所提出的

方法在保证服务质量与可用性的同时，有效提高

了资源利用率并降低了成本，为云环境中弹性扩

缩容策略的设计与实现提供了新的解决思路。

1 相关理论和方法

1. 1　Kubernetes弹性伸缩原理及现有缺陷

在  Kubernetes 中，Metrics Server 持续采集所

有  Pod 副本的指标数据，并通过聚合  API（如  
metrics. k8s. io、custom. metrics. k8s. io）为  HPA 
控制器提供查询服务［19］。HPA 控制器根据用户

定义的扩缩容规则，使用式（1）计算目标  Pod 副
本数量：

desiredReplicas =
desiredReplicas × currentMetricValue

desiredMetricValue （1）

式 中 ：desiredReplicas 为 期 望 的 副 本 数 ；

currentReplicas 为当前所有 Pod 副本的副本数；

currentMetricValue 为当前 Pod 副本的指标数据

值；desiredMetricValue 为期望的指标数据值；é ù⋅
表示向上取整操作。

如果计算出的期望副本数与当前副本数不一

致，HPA 控制器将向  Pod 控制器（如  Deployment 
或  ReplicaSet）发出  Scale 操作，调整  Pod 的数量，

实 现 弹 性 扩 缩 容 。 图 1 展 示 了  HPA 的 工 作

原理。

HPA

Scale
Metrics
Server

PodPodPod

Deployment

图 1　HPA工作原理

Fig. 1　Working principle of HPA
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此外，在扩缩容计算过程中，若 Pod 正在被删

除、当前指标值无法获取，或 Pod 状态为启动中且

未处于 Ready 状态，该 Pod 将不参与计算。此外，

研究表明，一个良好的伸缩方法应具备以下几种

性质［20］：

（1） 系统稳定性：伸缩应保证系统整体的稳

定性，避免因频繁伸缩引起的窗口抖动，从而影响

系统性能。

（2） 自定义控制循环周期：能根据不同场景

自定义控制循环时间周期（Control loop time peri⁃
od， CLTP）。

（3） 平缓的 Pod 减少：在 Pod 数量减少时应采

取平缓的方式，防止因应用负载突然增长而导致

服务中断。

Kubernetes 的 HPA 通过滑动时间窗口和容

忍度机制较好地实现了上述要求。容忍度可以通

过  kube-controller-manager 的启动参数  horizon⁃
tal-pod-autoscaler-tolerance 进行配置。假设设

置的容忍度值为 α，用户设定的目标平均资源利

用率为 β，则当当前平均资源利用率处于  ［β×（1
−α），β×（1+α）］范围内时，HPA 不会触发扩缩容

操作。这一机制在一定程度上防止了 Pod 副本数

的频繁抖动。

此外，HPA 在执行扩缩容操作前，会将计算

得到的 Pod 副本数建议记录在一个默认为 5 min
的滑动时间窗口中。在实际进行扩缩容时，HPA 
总是选择该窗口中的最大 Pod 建议数作为目标

Pod 数，从而有效减少 Pod 副本数的波动，保持

Pod 数量平稳下降的趋势。用户还可以根据实际

需求调整扩缩容计算的时间间隔和滑动窗口长

度，确保 CLTP 的灵活性。

Kubernetes 的原生  HPA 属于响应式伸缩方

案，其核心在于根据当前 Pod 副本的负载状况计

算目标 Pod 数，并做出伸缩决策。当负载增加时，

HPA 根据计算结果决定扩容，但新创建的 Pod 提

供服务仍需经历一定的延迟，如图 2 所示的流程，

以及对应的扩容时序图（图 3）。

在  HPA 扩缩容过程中，Pod 的初始化经历 4
个阶段（T1 至  T4）：T1：HPA 根据当前  Pod 副本

的负载情况计算期望副本数；T2：通过  Deploy⁃
ment 操作，将期望副本数发送给调度器；T3：调
度器将新增的  Pod 放入调度队列，并为其找到合

适的  Node；T4：在相应  Node 上，Kubelet 从镜像

仓库拉取镜像并启动容器。Pod 完成初始化后，

kube-proxy 修改路由表，将  Pod 加入新的转发

表，Pod 才能开始提供服务。因此，Pod 的初始化

时间  t init 为 4 个阶段时间的总和：

tinit = ∑
i = 1

4

ti （2）

其中，第四阶段的时间通常最长。当  Pod 能提供

服务时，资源申请量可能与实际消耗不匹配。因

此，采用预测式的扩缩容方法，提前预测未来负载

变化，并结合智能的弹性扩缩容策略，可以降低资

源不必要的消耗，提高资源使用率，减少服务质量

违约的可能性。

1. 2　负载预测方法

自回归积分滑动平均模型（Autoregressive 
integrated moving average，ARIMA）是一种常用

的时间序列预测模型，是自回归移动平均模型

（Autoregressive moving average model， ARMA）

的推广，适用于处理非平稳时间序列。ARIMA 
模型由 3 个部分组成：自回归、移动平均和差分。

其模型表示为 ARIMA（p，d，q），见公式（3）。

xt = φ 1 xt - 1 + ⋯ + φp xt - p +εt+
θ1εt - 1+⋯ +θqεt - q （3）

式中：p 为自回归阶数；d 为差分次数，q 为移动平

均阶数；φi 和 θi 分别为自回归和移动平均系数；εt

为白噪声过程［21］。

ARIMA 模型的优点是简单易用，适合多种

时间序列；缺点是需要手动确定参数，且无法处理

非线性和多变量序列。

长短期记忆网络（Long short-term memory， 

Docker
Registry Docker

Pod
Node

Master

HPA Deployment Scheduler

Kubelet

图 2　HPA Pod扩容流程图

Fig. 2　HPA pod expansion flowchart

T3 T4T2T1

触发HPA 部署Pod 调度流程 伸缩完成

图 3　HPA扩容时序图

Fig. 3　HPA expansion timing diagram
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LSTM）是一种循环神经网络（Recurrent neural 
network， RNN），能处理长期依赖问题，即当前输

出 不 仅 依 赖 于 当 前 输 入 ，还 依 赖 于 过 去 的 输

入［22］。LSTM 由多个  LSTM 单元组成，每个单

元包含一个细胞状态和 3 个门：输入门、遗忘门和

输出门。细胞状态在单元内部传递信息，通过门

控机制控制信息的流入、流出和保留。LSTM 在
时 刻 t 的 状 态 计 算 如 式（4）~（9），网 络 结 构

见图 4。
ft = σ ( )W f ⋅[ ]ht - 1，xt + bf （4）

it = σ ( )W i ⋅[ ]ht - 1，xt + bi （5）
~
ct = tanh ( )W c ⋅[ ]ht - 1，xt + bc （6）

ct = ft*ct - 1 + it*
~
ct （7）

ot = σ ( )W o ⋅[ ]ht - 1，xt + bo （8）
ht = ot* tan h (ct) （9）

式中：ft、it、ot 分别为遗忘门、输入门和输出门；ct 
为细胞状态；

~
ct 为细胞状态候选值；ht 为隐藏层状

态；W 和  b 为权重和偏置。

LSTM 通过上述机制有效解决了梯度消失

问题，能够长期记忆某一时刻的状态值，解决了长

期依赖问题。

双 向 长 短 期 记 忆 网 络（Bidirectional long 
short-term memory， BiLSTM）是一种双向循环

神经网络（Bidirectional recurrent neural network， 
BRNN），能同时考虑过去和未来的信息，从而提

高预测准确性。 BiLSTM 由两个方向相反的  
LSTM 网络组成，一个从前向后处理输入序列，

另一个从后向前处理输入序列［23］。其网络结构

如图 5 所示。BiLSTM 的输出是两个  LSTM 网
络输出的结合，能利用双向信息，提高预测性能。

1. 3　极值理论

EVT 是一种用于分析极端事件发生概率及

其影响程度的数学理论。基于极限定理，EVT 能

够从大量数据中提取极端值并建立其分布模型。

极值理论最早可以追溯到 Fréchet 发表的最

大值渐进分布论文［25］，论文中表明，来自于不同

分布，但具有共性的最大值具有相同的渐进分布，

并且提出了最大值稳定原理［26］，这为极值理论的

研究奠定了基础。后来，Fisher 和 Tipper 的研究

表明小概率事件服从另一种概率分布。同高斯分

布一样，如果事件越极端，其发生的概率就越低。

如果要计算具体的发生概率，只要使用以往该极

端事件的发生情况拟合曲线即可，再随着在次序

统计量的分布性质和关于底分布的超阈值性质研

究方向都取得了长足的发展，逐渐建立起了完整

的极值理论研究体系［27］。在极值理论中，对于序

列 X={ }x 1，x2，x3，…，xn ，其中 xi ∈ ℝ，其极端值满

足以下分布定义（式 10）：

Gγ ( x )= e
-( 1γx ) 1

γ＞0 （10）
任何极值的标准分布均服从 Gγ，其中参数 γ依

赖于序列  X 的具体分布。例如，当序列  X 满足独

立同分布时，最大值 xm = max ( X )服从 Gγ 分布。

设 X 为 随 机 变 量 ，其 累 计 分 布 函 数 为  
F ( x )= P ( X ≤ x )，则其尾部分布函数为 F̄ ( x )=
1 - F ( x )= P ( X > x )。 引 入 概 率 常 量 q，那 么

P (X ≤ y)≥ 1 - q 则等价于 P (X > y)≤ q。

如果已知  X 的分布，可以通过累计分布函数

F ( x)，对固定值 q 求出对应的 y，对固定值 y 求出

对应的 q。对于尾部分布 F̄ ( x )，随着  X 的增大，

函数值趋近于 0。EVT 认为尾部分布的函数形状

相对固定，主要有 3 种类型，可用 Gγ 进行近似拟

合，如表 1 所示。

极值理论的优点在于能有效估计极端事件的

+×

× ×

Ct−1 Ct

ht

ht

otitft
Ct
~

xt

ht−1
σσσ tanh

tanh

图 4　LSTM 模型基本结构［24］

Fig. 4　Basic structure of the LSTM model［24］

yt−1 yt yt+1

xt−1 xt xt+1

细胞细胞细胞

细胞 细胞 细胞

… …

……

反向LSTM

前向LSTM

图 5　BiLSTM 模型结构

Fig. 5　Structure of the BiLSTM model
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发生概率及其影响。然而，其缺点是需要合理选择

区域大小或高位阈值，否则会影响结果的准确性。

2 本文方法

2. 1　基于 DEBI-HPA 的自适应容器弹性扩缩容

优化方法主要过程

在应对持续增长的负载时，延迟扩容易导致

资源消耗与实际需求不匹配。为此，本文提出一

种基于  DEBI-HPA 的自适应容器弹性扩缩容优

化方法。与传统  HPA 略显被动的响应式扩缩容

策略不同，本方法在负载较低时利用  BiLSTM 预
测模型进行预测式扩缩容，应对可能的未来负载

增长；当负载已接近超高位时，通过极值理论判断

负载进一步大幅增长的概率极低，此时转为响应

式扩缩容，以减少不必要的资源分配。

在此基础上，DEBI-HPA 引入动态目标利用

率调整算法，解决无法根据  Pod 实际运行情况和

历史数据自动调整目标利用率的问题。在负载低

谷阶段降低目标利用率，留出缓冲空间以减少负

载上升时引发的  SLA 违约；在负载高峰且增长

空间有限的情况下，提高目标利用率，提升整体资

源利用率并降低成本。

DEBI-HPA 的整体流程如图 6 所示。系统

首先从  Metrics Server 中采集当前  Pod 集合的平

均  CPU 利用率负载 W 1；接着通过  BiLSTM 预测

模型获取当前时刻的预测负载 W 2；随后利用极值

理论算法计算超高位负载 W 3。综合 W 1、W 2 与

W 3 得到最终负载 W，并基于此由动态目标利用

率算法对  Pod 副本数进行自适应调整。

预测算法通过分析和总结相同场景下的历史

数据，在场景不变的前提下预测未来情况。对于负

载数据，其与时间具有一定的非线性关系，属于时

间序列数据，并且大多数在线业务的资源负载具有

较强的周期性［29］。因此，时间序列算法适用于负载

预测。时序预测方法本质上是一种回归预测算法，

基于对过去数据的统计分析，假设事物发展是可持

续的，从而推测其趋势。然而，事物的发展往往受

到外界因素的影响，使用时序预测算法时需注意避

免噪声数据的干扰。在  Kubernetes 运行过程中，

本文通过历史负载数据预测未来时刻的负载，并根

据预测结果进行相应操作。由于预测过程会占用

额外的资源和时间，需选择资源消耗和预测耗时较

低的算法，以防止预测模块对集群性能产生影响或

导致预测不及时。

预测算法模型采用常见的  BiLSTM 模型。

本文设计的  BiLSTM 模型由一个双向  LSTM 层
和一个线性层组成。双向  LSTM 层包含一个正

向  LSTM 和一个反向  LSTM，分别从左到右和

从右到左处理输入序列。每个方向有  100 个隐藏

单元，输入和输出的维度均为  1。两个  LSTM 的
隐藏状态被拼接后输入到线性层生成输出。负载

预测模块通过学习历史  Pod 集合的平均  CPU 利
用率数据，利用该  BiLSTM 预测算法预测当前时

刻的负载 W 2。

2. 2　极值理论确定负载超高位算法

本 文 将 负 载 超 高 位 问 题 定 义 为 ：设 X =
{ x 1，x2，x3，…，xn }，其中 xt ∈ R ，为负载数据的时

序序列，存在阈值 z，满足序列中任意数据 xt > z

的概率小于设定概率 q。其中，z 为超高位负载的

临界值，即前文提到的超高位负载  W 3 。

开始

结束

调整副本数

执行扩缩容操作？

根据负载W计算动态目

标利用率,根据目标利

用率调整副本数N

负载预测模

块获取预测

负载W2

超高位负载计

算模块获取超

高位负载W3

从MetricServer获
取当前Pod集
合负载W1

W=Max(min(W2,W3),W1)

是

否

图 6　自适应弹性扩缩容策略整体流程图

Fig. 6　Overall flowchart of the adaptive elastic 
scaling strategy

表 1　Gγ 分布尾部形态［28］

Table 1　Gγ distribution tail shape［28］

尾部形状

厚重尾部  P ( X > x )≈ x
- 1

y

指数尾部  P ( X > x )≈ e-x

有界尾部  P (X > x)≈ 0，x ≥ τ

范围

y > 0

y = 0
y < 0

示例

Frechet

Gamma
Uniform
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根据极值理论的性质，无需了解原始数据的

具体分布，即可计算极值发生的概率。问题转化

为求解极值分布中的参数  γ。一旦确定了 γ，便可

通过数据尾部进行拟合，并在给定概率  q 下求出

满 足 P ( X > z ) < q 的  z 值 。 超 阈 值（Peaks-
Over-Threshold， POT）方法是估计 γ 的有效方

法 ，其 理 论 基 础 来 源 于 Pickands-Balkema-de 
Haan 定理。该定理严格证明了当阈值充分大时，

超出量的条件概率分布可收敛于广义帕累托分布

（Generalized pareto distribution， GPD）。

Pickands-Balkema-de Haan 定理指出，当累

计分布函数 F 属于 D 1
y 类时，且存在函数 σ ( t ) 对

任意  xt ∈ R ，有 1 + γx > 0，则：

F ( t + σ ( t ) x )≈> τ ( 1 + γx )
- 1

γ （11）
简化后得到：

F̄ t ( x )= P ( )X - t > x|X > t ~ ( )1+ γx
σ ( t )

- 1
γ

（12）

式  （12） 表明，超过阈值  t 的部分 X - t 近似

服从参数为 γ 和 σ 的广义帕累托分布。由于是将

超过阈值  t 的部分采用 GPD 拟合，因此本文忽略  
GPD 的第三个参数，通过拟合 γ 和 σ 得到估计值  
γ̂ 和 σ̂，进而计算满足 P ( )X > z < q 的 z值：

zq ≈ t + σ̂
γ̂ ( )( )qn

N t

- 1
γ

- 1 （13）

式中：t 为设定的阈值（通常为较高的分位数）；q

为设定的概率；n 为样本数；N t 为样本中满足 Xt >
t 的个数。

在基于极值理论的参数求解中，极大似然估

计（Maximum likelihood estimation， MLE）是常用

的方法之一，可以采用 Grimshaw 方法进行简化

求解。尽管通过限制搜索范围和引入启发式策略

可以在一定程度上加速求解过程，但该方法在实

际应用中仍存在较高的计算复杂度和较长的求解

时间，特别是在需要快速响应的场景下表现不佳。

受 研 究 启 发 ，本 文 采 用 矩 估 计 法（Peaks-over-
threshold based on MOMents， POT_MOM），与  
MLE 相比，POT_MOM 在计算复杂度和速度方面

效率更高，更适用于本文所描述的场景需求［30］。

矩估计的推导过程详见文献［31］。在满足

γσ > -1 的条件下，样本方差和均值与参数 γ，σ 
满足关系式（14），从而可以通过式（15）给出  γ' 和  

σ '的估计值，整体算法框架见算法 1。

X = σ ( 1 + γ )，s2 = σ 2 ( 1 + 2k )
( 1 + k )2 （14）

γ' = 1
2 ( X 2 s2 - 1 )，σ' = 1

2 X ( X 2 s2 + 1 )    （15）

算法 1 POT_MOM 确定负载超高位算法

输入：负载序列 X ={x1，x2，x3，...，xn}，概率阈值 q

输出：超高位负载阈值 z，分位数 t
1.  初始化负载序列 X ={x1，x2，x3，...，xn}，得到其 q

分位数 t
2.  计算负载序列 X 中超过阈值 t的样本 Yt ={xt -

t|xt > t}
3.  z = MOM (Yt，n)
4.  return z， t
5.  func MOM（Yt，n）
6.    Ȳ = Yt 的均值

7.    s2 = Yt 的方差

8.    γ'= 1
2 ( Ȳ2

s2 - 1 )

9.    σ'= 1
2 Ȳ ( Ȳ2

s2 + 1 )

10.    z = t + σ̂
γ̂

æ

è

ç
çç
ç( qn

Nt )
- 1

γ
- 1

ö

ø

÷
÷÷
÷

11.     return z
12.  end func

2. 3　动态目标利用率扩缩容算法

传统的固定目标利用率方法难以适应不同业

务负载变化，可能导致服务质量下降或资源浪费。

例如，当负载较低且稳定时，固定目标利用率可能

导致  Pod 实例过多，资源利用率低下，成本增加；

而在负载较高且不稳定时，固定目标利用率可能

无法及时调整  Pod 数量，导致服务性能下降，引

起 SLA 违反的可能性。为此，本文提出动态目标

利用率方法：

（1） 低负载时：Pod 数量较少，承受负载变化

能力有限。通过降低目标利用率，使实际利用率

维持在较低水平，增加负载变化的缓冲空间，减

少  SLA 违反概率。

（2） 高负载时：Pod 数量较多，承受相同负载

变化的能力更强，且负载增长空间有限。通过提

高目标利用率，提升整体资源利用率，降低资源需

求，节省成本。

自适应弹性扩缩容策略的整体流程包括：从  
Metrics Server 采集集群当前  Pod 集合的平均  
CPU 利用率负载 W 1；负载预测模块提供当前时刻

预测的平均  CPU 利用率负载 W 2；超高位负载计算
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模块利用极值理论算法计算超高位负载 W 3；综合

三个负载值，通过式（16）计算最终负载 W：

W = max ( min (W 2，W 3 )，W 1 ) （16）
用户需设定基本参数：Pod 的资源请求量、

Pod 的最大副本数 N max 与最小副本数 N min、目标

利用率的上限 U upperbound 和下限 U lowerbound。这些参

数基于流量、应用性能和成本考虑，最大副本数和

最小副本数分别对应最高和最低资源消耗；资源

请求量决定单个  Pod 的合理资源分配；目标利用

率的上限和下限确保在不同负载下  Pod 的处理

能力，防止性能瓶颈导致 SLA 违反。动态目标利

用率的设定如下：当 Pod 副本数 N now=N min 时，设

定目标利用率为下限 U target = U lowerbound。

固定负载缓冲空间：

U loadbuffer = ( )U upperbound - U lowerbound ·N min （17）
计算目标利用率：

U target = U upperbound - U loadbuffer

N now
（18）

整体算法框架见算法 2。
算法 2 动态目标利用率 Pod 副本数推荐值

计算

输入：W，∆，Nnow，Nmax，Nmin

输出：下一个时刻的扩缩容副本数推荐值

1.  U t = 计算副本数Nnow对应的目标利用率

2.  if U t* (1 - ∆)< W < U t* (1 + ∆) then
3.    return Nnow

4.  end if
5.  U Tmin = 计算副本数Nmin对应的目标利用率

6.  if U t < U Tmin* (1 + ∆) then

7.    return Nmin

8.  end if
9.  U total = W*Nnow

10.  diff = INF
11.  Nres = -1
12.  for n in range( Nmin + 1，Nmax） do
13.    U Tn = 计算副本数n对应的目标利用率

14.    diffn = abs( U Tn*n - U total )
15.    if diffn < diff then
16.                    Nres = n
17.                    diff = diffn

18.    end if
19.  end for
20.  if Nres ≠ -1 then
21.    return Nres

22.  end if
23.  return Nmax

为防止  Pod 频繁变化导致服务质量下降，采

用滑动窗口方法。根据前  5 min 的真实负载平均

利用率，计算动态目标利用率算法推荐的副本数，

并与当前推荐副本数比较，选择较大者作为最终

副本数。

3 实验与结果分析

本节通过实验验证本文提出的自适应容器弹

性扩缩容优化方法的可行性和有效性。

实验数据选自阿里巴巴微服务 2022 数据

集［32］的部分数据。该数据集包含近两万个微服

务的详细运行时指标，数据采集自 2022 年 13 天

内阿里巴巴生产集群中超过万个裸机节点。此数

据集在云平台弹性扩缩容研究中广泛用于评估扩

缩容策略的性能。原始负载数据经过提取、处理

和模拟，通过在集群上压测 Nginx 应用生成了 3
类 CPU 负载数据集：负载周期性较强、负载波动

平缓、负载波动频繁且无明显周期性。3 类负载

随时间变化如图 7、图 8、图 9 所示，横坐标为时间

（min），纵坐标为同一服务多个 Pod 的平均 CPU
利用率（%）。
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图 9　负载波动频繁且无明显周期的数据集

Fig. 9　Data set with frequent load fluctuations and no 
clear periodicity
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图 8　负载波动平缓的数据集

Fig. 8　Data set with smooth load fluctuations
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图 7　负载周期性较强的数据集

Fig. 7　Data set with strong load periodicity
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实验采用真实负载数据集驱动的仿真方式。

通过修改 Kubernetes HPA 源代码，将真实负载数

据输入 HPA 模块，模拟 Metrics Server 采集的集

群真实负载数据。数据经过负载预测模块、负载

超高位估计模块和动态目标利用率模块处理后，

得到最终的 Pod 推荐副本数。实验均在配置如下

的实验平台上进行：CPU 为 Intel i9-14900HX（24
核 32 线程，主频 5. 8 GHz），内存 16 GB，网络带宽

1 000 Mbit/s，硬 盘 250 GB，操 作 系 统 CentOS 
7. 4，Kubernetes 版 本 1. 23. 20，Docker 版 本

20. 10. 03，同 时 配 备 NVIDIA GeForce RTX 
3060 GPU。

实验中使用 ARIMA、LSTM 和 BiLSTM 三

种预测模型对负载进行预测。模型训练和预测

前，对原始数据进行缩放和一阶差分处理以增强

数据平稳性，预测结果通过逆差分和逆缩放还原。

预测模块使用 760 min 的负载数据，前 90% 作为

训练集，后 10% 作为验证集进行模型训练和验

证。LSTM 和 BiLSTM 的参数设置为：迭代次数

10 000 次，损失函数小于 1e-4 时停止迭代，隐藏

层 单 元 数 为 100，采 用 Adam 优 化 器 进 行 梯 度

下降。

3. 1　极值理论确定负载超高位预测式扩缩容

实验

本文在实验中针对概率  q=0. 1 的设定（即负

载超过超高位负载阈值的概率为 10%）对所提出

的扩缩容策略进行了评估。为了验证策略的有效

性，除与原生  HPA 方案对比外，还选取了使用  
ARIMA、LSTM 等预测方法进行优化的扩缩容

策略［33］进行比较。在周期性负载、平缓负载以及

无明显周期的频繁波动负载三类典型数据集上，

分别执行原生  HPA、ARIMA 与  LSTM 优化的

策略、基于  BiLSTM 的  BiLSTM-HPA 方案，以

及 本 文 提 出 的 融 合  BiLSTM 与 极 值 理 论 的  
EVT-BiLSTM-HPA 策略。由图 10~图 12（彩

图参见电子版，下同）可见，当负载达到高峰时，

EVT-BiLSTM-HPA 策略通过在此时刻从预测

式扩缩容转向响应式扩缩容，不仅有效降低了资

源使用成本，还使  Pod 副本数更接近实际负载所

需水平。

实验采用资源占用面积指标衡量资源使用成

本，资源占用面积可以使用式（19）计算：

S = R*∑
t = 0

T

N t （19）

式中：R 为资源请求值；t 为时间；T 为时间序列长

度；N t 为 t 时刻的  Pod 副本数；S 为在整个时间序

列内，由  Pod 总资源请求量曲线与时间轴围成的

面积。S 值越小，表示在此时间段内所占用的资

源总量越低，对应的资源成本也更低。

表  2、表  3、表  4 展示了相应的实验结果。对

比表中 HPA 模型、BiLSTM-HPA 模型和 EVT-

BiLSTM-HPA 模型的 S 值可以看出，由于预测式

扩缩容需要提前申请资源，EVT-BiLSTM-HPA
算法相比于 BiLSTM-HPA 算法的资源占用情况

在周期性较明显负载情况下平均能够减少约

14% 的资源成本，在平缓负载情况下平均能减少

Po
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量
/个

ARIMA-HPA
LSTM-HPA

BiLSTM-HPA

0 100 200 300 400
t/min

500 600 700
1.0
1.5
2.0
2.5
3.0
3.5
4.0
4.5
5.0

不同HPA策略下的Pod数量变化
HPA

EVT-BiLSTM-HPA

800

图 10　周期性负载情况下各策略 Pod数变化

Fig. 10　Changes in the number of Pods for each 
strategy under periodic load conditions
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图 11　平缓负载情况下各策略 Pod数变化

Fig. 11　Changes in the number of Pods for each 
strategy under smooth load conditions
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图 12　波动频繁且无明显周期负载情况各策略 Pod数变化

Fig. 12　Changes in the number of Pods for each 
strategy under conditions of frequent and 
non-periodic load fluctuations
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约 22% 的资源成本，而在波动频繁且无明显周期

负载的情况下平均也能节对比表中 HPA 模型、

BiLSTM-HPA 模 型 和 EVT-BiLSTM-HPA 模

型的 S 值可以看出，由于预测式扩缩容需要提前

申请资源，但 EVT-BiLSTM-HPA 算法相比于

BiLSTM-HPA 算法的资源占用情况在周期性较

明显负载情况下平均能减少约 14% 的资源成本，

在平缓负载情况下平均能减少约 22% 的资源成

本，而在波动频繁且无明显周期负载的情况下平

均也能节省 9% 的资源成本。实验结果表明，采

用了极值理论的预测式扩缩容算法 EVT-BiL⁃
STM-HPA 能够有效减少弹性扩缩容过程中的

资源使用成本。

3. 2　动态目标利用率扩缩容实验

在基于  EVT-BiLSTM-HPA 算法的基础上

引入动态目标利用率后，形成了  DEBI-HPA 算
法。实验中将动态目标利用率上下限分别设定

为  30%~70%，容忍系数为  0. 1，CPU 请求值为  
5，最小与最大副本数分别为  1 和  50。图 13~图

15 展示了采用不同扩缩容策略时  Pod 数量的变

化情况。

结果表明，动态目标利用率有效改善了低负

载向高负载过渡阶段的伸缩问题。在此阶段，如

果目标利用率过高且无动态调整，容易出现扩容

不及时、Pod 副本数过少，从而导致缓冲空间不

足、服务质量下降。而引入动态目标利用率后，可

在低负载时主动降低目标利用率，提前预留足够

缓冲空间；当负载升高时，再提高目标利用率，使

系统在更高负载下维持较好的资源利用率。

此外，与其他策略相比，采用动态目标利用率

的  HPA 算法在  Pod 数变化方面更为平稳，减少

了频繁扩缩容带来的服务不稳定和容器启动、删

除的额外成本。即使在频繁波动且无明显周期性

的负载场景下，DEBI-HPA 仍能展现出良好的平

表 3　平缓负载情况下不同扩缩容策略总体资源占用面积

Table 3　Total resource usage area for different scaling 
strategies under smooth load conditions

模型名称

HPA
BiLSTM-HPA
EVT-BiLSTM-HPA

S

35 520
28 620
22 290

表 4　波动频繁且无明显周期负载情况下不同扩缩容策

略总体资源占用面积

Table 4　Total resource usage area for different 
strategies under conditions of 
non-periodic load fluctuations

模型名称

HPA
BiLSTM-HPA
EVT-BiLSTM-HPA

S

37 260
28 500
25 860
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量
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t/min

500 600 700
1.0
1.5
2.0
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800

图 13　周期性负载情况下各算法 Pod数量变化

Fig. 13　Changes in the number of Pods for each 
strategy under periodic load conditions
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图 14　平缓负载情况下各算法 Pod数量变化

Fig. 14　Changes in the number of Pods for each 
algorithm under periodic load conditions
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图 15　波动频繁且无明显周期负载情况 Pod数量变化

Fig. 15　Changes in the number of Pods for each 
algorithm under conditions of frequent 
and non-periodic load fluctuations

表 2　周期性负载情况下不同扩缩容策略总体

资源占用面积

Table 2　Total resource usage area for different scaling 
strategies under periodic load conditions

模型名称

HPA
BiLSTM-HPA
EVT-BiLSTM-HPA

S

42 930
37 200
31 860
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稳性和适应性。

由图 16 可以看出提出的 DEBI-HPA 算法相

比于原生 HPA 来说，不仅能提前预测未来的负载

变化，防止由于滞后性和震荡性，导致服务延迟或

资源浪费的现象，而且能根据  Pod 的实际运行情

况和历史数据来自动调整目标利用率，提高资源

利用率，降低成本。由表 5 可知，该算法相比原生

HPA 策略在周期性负载情况下资源利用率提升

约 30. 79%，资源使用成本降低约 47. 00%。由表

6 可知，在平缓负载情况下，该算法相比原生 HPA
策略资源利用率提升约 21. 67%，资源使用成本

降低约 41. 30%；由表 7 可知，在波动频繁且无明

显周期性负载情况下，该算法相比于原生 HPA 策

略资源利用率提升约 18. 6%，资源使用成本降低

约 36. 15%；而相比于其他常见的扩缩容优化算

法，该算法也能将资源利用率提升约 18%，资源

使用成本降低约 37%。

综合上述实验可知，基于动态目标利用率的

弹性扩缩容算法在服务处于低负载时可以提供一

定缓冲空间减少出现服务质量问题的可能性，而

在服务处于高负载时能够一定程度上减少成本和

提高资源利用率，实验验证了此方法的可行性和

有效性。

4 结束语

本文针对目前 HPA 响应式的扩缩容，提出了

一种自适应性的预测式弹性扩缩容方法，即在负

载不高时采用预测式扩缩容来应对未来可能持续

增长的负载，而在负载已经处于极高的情况下，采

用响应式的扩缩容，因为此时负载持续增加的可

能性已经极低，并且在极高负载的情况下也会有

数目较多 Pod 来均摊增长不大的负载增量，这样

既维护了应用服务的质量，也最大限度地节省了

资源。在自适应预测式弹性扩缩容方法基础上创

新性设计并实现了基于动态目标利用率横向容器

自动扩缩容方法。Pod 在副本较少时降低目标利

用率以维持足够的缓冲空间，从而减少出现服务

质量问题的可能性；在副本较多时提高目标利用

率，从而减少了整体资源的占用并提高了资源利

用率。本文提出的 DEBI-HPA 算法相比于原生

HPA 来说，不仅能提前预测未来的负载变化，防

止由于滞后性和震荡性，导致服务延迟或资源浪

表 5　周期性负载情况不同扩缩容模型平均资源

利用率和资源占用面积

Table 5　Average resource utilization and resource 
usage area of different models under 
periodic load conditions

模型名称

HPA
ARIMA-HPA
LSTM-HPA
BiLSTM-HPA
EVT-BiLSTM-HPA
DEBI-HPA

平均资源利用率/%
33.54
34.50
35.64
38.70
45.19
64.33

S

42 930
41 730
39 302
37 200
31 860
22 380

表 6　平缓负载情况不同扩缩容模型平均资源

利用率和资源占用面积表

Table 6　Table of average resource utilization and 
resource usage area of different models 
under smooth load conditions

模型名称

HPA
ARIMA-HPA
LSTM-HPA
BiLSTM-HPA
EVT-BiLSTM-HPA
DEBI-HPA

平均资源利用率/%
30.81
33.07
35.87
38.23
49.09
52.48

S

35 520
33 090
30 510
28 620
22 290
20 850

表 7　波动频繁且无明显周期负载情况不同扩缩容模型

平均资源利用率和资源占用面积表

Table 7　Table of average resource utilization and 
resource usage area of different scaling 
models under conditions of frequent and 
non-periodic load fluctuations

模型名称

HPA
ARIMA-HPA
LSTM-HPA
BiLSTM-HPA
EVT-BiLSTM-HPA
DEBI-HPA

平均资源利用率/%
29.78
32.42
33.21
38.94
42.91
48.38

S

37 260
34 230
33 420
28 500
25 860
23 790

HPA DEBI-HPA

Po
d数

量
/个

0

1
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4

5 EVT-BiLSTM-HPA
不同HPA策略下的Pod数量变化

负载变化
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t/min
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图 16　不同策略下 Pod数变化及对应负载变化

Fig. 16　Changes in the number of Pods and 
corresponding load variations under 
different strategies
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费，而且能根据  Pod 的实际运行情况和历史数据

来自动调整目标利用率，同时在不同类型负载情

况下资源利用率最高提升约 30%，资源使用成本

最高降低约 47%，而相比于其他常见的扩缩容优

化算法，该算法也能将资源利用率提升约 18%，

资源使用成本降低约 37%。而针对目前研究中

的预测模型训练时间长、训练成本高，且难以自适

应复杂生产环境的问题，本文算法仅使用常见的

预测模型 BiLSTM 也能达到比较好的扩缩容效

果，降低了对预测模型的依赖性，为弹性扩缩容研

究提供了一种新思路。目前，本文研究重点关注

提高资源利用率和降低资源使用成本。在未来，

可以对服务质量保证方法做进一步深入优化，并

且动态目标利用率上下限仍需要人工设置，未来

可在自动化设定目标利用率上下限上做进一步研

究并优化动态目标利用率算法。
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